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Аннотация
Предмет исследования. Предложен новый способ организации систем превентивного сервисного обслуживания (вклю-
чая системы обслуживания по состоянию и системы предсказательного обслуживания), основанных на использовании 
современных методов машинного обучения и функционирующих с привлечением оригинального, непараметрического 
метода идентификации текущей фазы деградации обслуживаемого оборудования. Метод. Предложенный подход за-
ключается в сведении задачи идентификации текущей фазы деградации оборудования к интервальному оцениванию 
величины параметра «индекс здоровья» оборудования, представляющего собой ступенчатую функцию. Аргументами 
этой функции является некоторый набор измеримых параметров, объективно характеризующих состояние оборудова-
ния. Текущая фаза деградации оборудования определяется с использованием классификационного подхода, в рамках 
которого на основании анализа наблюдаемых данных, принимается решение о том, какому классу (фазе состояния) 
эти данные соответствуют. В качестве данных, используемых для идентификации стадии деградации оборудования, 
рассматриваются измерения от группы сенсоров в общем случае различной физической природы, которые размещены 
как на поверхности, так и внутри контролируемого оборудования. Математически предложенный подход сводится 
к взвешенной комбинации двух классификаторов. Один из классификаторов этой комбинации основан на решении 
группы задач бинарной классификации. Второй классификатор базируется на оценивании параметра «оставшийся срок 
полезного использования» методом непараметрической регрессии. Основные результаты. В отличие от традиционных 
предложенный подход использует минимум априорной информации о принципах функционирования и устройстве 
обслуживаемого оборудования и основан на использовании ступенчатой функции «индекс здоровья» оборудования. 
Новизна подхода заключена в одновременном использовании ступенчатой функции «индекс здоровья» и взвешенной 
комбинации двух классификаторов различной структуры. Разработанный метод показал положительные результаты 
при его тестировании на базе данных C-MAPPS Dataset, которая содержит данные об отказах турбовентиляторных 
двигателей, смоделированных с использованием термодинамической имитационной модели. Предотказный статус обо-
рудования идентифицирован с вероятностью 99 %. Практическая значимость. Полученные результаты и алгоритмы 
могут быть использованы в системах превентивного обслуживания с целью высоконадежной идентификации текущей 
стадии деградации оборудования.
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Abstract
Subject of Research. The paper proposes a novel organization technique for preventive maintenance systems (including 
condition-based and predictive maintenance systems) based on the use of modern machine learning methods. The systems are 
operating using an original, non-parametric identification method for the current degradation phase of serviced equipment. 
Method. The proposed method comprises reducing the task of the current phase identification of the equipment degradation 
phase to interval estimation of the value of the so-called “health index” parameter of the equipment. This parameter is represented 
as a step function with the arguments in terms of a set of the measurable equipment objective parameters. The current equipment 
degradation phase is determined by classification approach. At this, based on the analysis of the observed data, it is decided 
upon what class (state phase) these data correspond to. Measurements from a group of sensors, in general, of various physical 
nature, which are located both on the surface and inside the equipment being monitored are used as data for identification of the 
equipment degradation stage. Mathematically, the proposed approach is reduced to a weighted combination of two classifiers. 
One of the classifiers of this combination is based on solving a group of binary classification problems. The second classifier 
is based on “Remaining Useful Life” parameter estimation by the method of nonparametric regression. Main Results. As 
distinguished from traditional approaches, the proposed approach uses a minimum of a priori information about the principles 
of operation and the internal structure of the equipment being serviced. The approach is based on the usage of the “health index” 
equipment parameter presented in the form of a step function. The novelty of the approach lies in the simultaneous use of the 
“health index” step function and the weighted combination of two classifiers with various structure. The proposed method 
showed good results when being tested on the C-MAPPS Dataset database, which contains data on failures of turbofan engines 
modeled using a thermodynamic simulation model. The pre-failure status of the equipment is identified with the probability of 
99%. Practical Relevance. The obtained results and algorithms can be used in preventive maintenance systems aimed at reliable 
identification of the equipment degradation current stage.
Keywords
predictive maintenance, condition-based maintenance, machine learning, ML PdM, XGBoost, SVM-regression

Введение

В последние несколько лет в рамках внедрения концепции «Индустриализация 4.0» в области плани-
рования технического обслуживания сложной техники значительный интерес вызывают подходы, основан-
ные на использовании современных методов машинного обучения с целью организации сервисного плана по 
каждому, отдельно взятому образцу оборудования конкретного типа. В основном речь идет об организации 
сервисного обслуживания превентивного типа в части обслуживания по состоянию [1] и прогностического 
обслуживания на основе машинного обучения [2]. В англоязычной литературе организация превентивного 
сервисного обслуживания по состоянию получила название Condition-Based Maintenance (CBM), а прогно-
стическое обслуживание на основе машинного обучения соответственно — Machine Learning based Predictive 
Maintenance (ML PdM). Под прогнозированием здесь понимается вероятностная оценка длительности 
временного интервала, по истечении которого произойдет немедленный отказ оборудования. Этот интер-
вал получил вполне устоявшееся название: RUL (Remaining Useful Life) [3]. На предприятиях Российской 
Федерации вместо термина CBM зачастую используется семантически эквивалентное ему понятие «стра-
тегия ремонтов по текущему техническому состоянию». Текущее состояние оборудования определяется 
для каждой конкретной единицы обслуживаемого оборудования при помощи группы инструментальных 
технологий, обязательно включающих в себя удаленный мониторинг состояния оборудования с использо-
ванием группы сенсоров различной физической природы. В настоящее время CBM-стратегия сервисного 
обслуживания получила широкое распространение на железнодорожном транспорте для обслуживания 
силовых двигательных установок, а также всего спектра путевого (напольного) оборудования [4]. 

В рамках техник CBM и ML PdM организация сервисного плана для конкретной единицы оборудо-
вания основана на идентификации стадии ее текущего износа, которая играет роль начальной точки отсчета 
при использовании различных математических моделей, описывающих процесс деградации оборудования. 
Вообще, в рамках различных идеологий превентивного обслуживания исторически изучаются различные 
модели деградации. В частности [1], рассматриваются подходы, основанные:

— на физической модели деградации (Physical Model-Based Methodology) [5];
— на использовании формализованных знаний (Knowledge-Based Methodology) [6];
— на анализе данных (Data-Driven Methodology – DDM) [1, 7–16]. 
Тенденции последних лет доказывают, что именно DDM обладает наибольшим потенциалом и прак-

тической эффективностью, которая продолжает наращиваться на базе использования как статистических 
методов анализа многомерных данных, так и методов машинного обучения. Характерно, что в ноябре 2018 г. 
Пентагон (США) принял программу по масштабной разработке и внедрению в практику обслуживания и 
ремонта вооружений армии и флота США именно ML PdM-подход, являющийся одним из вариантов DDM 
[17]. При реализации DDM на основе статистического анализа используется множество методов, в том 
числе метод главных компонентов, линейный и квадратичный дискриминантный анализ, канонический 
вариационный анализ, различные модели пространства состояний (байесовские сети, скрытые марковские 
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и полумарковские сети), а также всевозможные модели регрессионного типа. В рамках использования 
DDM на базе машинного обучения успешно применяются различные варианты нейронных сетей, модели 
на основе метода опорных векторов (SVM), ансамблевые методы (ADABoost, Gradient Boosting и пр.), а 
также некоторые иные методики. 

Для описания степени износа оборудования используется [7–16] скалярная функция, которая по-
лучила название «индикатор здоровья» (Health Indicator, HI). Аргументом этой функции является некото-
рый набор объективных параметров оборудования, а ее значение косвенно характеризует степень износа 
оборудования или узла при данном значении аргумента. Показатель HI предназначен для интегральной 
характеристики степени износа оборудования или его отдельных узлов. В настоящее время общеприня-
того подхода к конструированию HI не сформировано, ввиду объективно существующего различия как в 
принципах функционирования оборудования различных типов, так и в методах получения объективной 
информации относительно его текущего статуса. В зависимости от используемой модели представления HI, 
разработано и опробовано значительное число подходов оценивания его статуса. В том числе регрессионные 
и авторегрессионные модели, различные варианты кластерного анализа, модели на основе нейронных сетей, 
скрытые марковские модели и ансамбли классификаторов. 

Широкое распространение получил подход, когда значения параметра {HI(t)}, определенные в раз-
личные моменты времени t, используются в качестве множества наблюдений, на основе которых формиру-
ются статистические точечные оценки параметра RUL, значения которых в свою очередь используются в 
качестве основы для построения сервисного плана. При этом полагается, что параметр RUL должен быть 
определен с максимально возможной точностью. Однако далеко не во всех системах сервисного обслу-
живания использование высокоточной (несмещенной, с минимумом дисперсии) точечной статистической 
оценки RUL в качестве основания для построения сервисного плана имеет практический смысл. Напротив, 
в значительном числе практических систем сервисного обслуживания параметр RUL играет лишь вспомо-
гательную роль, уступая основную роль собственно параметру HI, представленному в виде ступенчатой 
функции от определенного набора объективных параметров оборудования. Действительно, с одной сторо-
ны, при построении сервисного плана на основе параметра RUL в любом случае придется разрабатывать 
и использовать какой-либо способ разбиения RUL на интервалы, соответствующие степени деградации 
HI, так как только степень деградации HI является основанием для определения группы адекватных этой 
степени сервисных актов. С одной стороны, задача построения сервисного плана в любом случае сведется 
к оцениванию параметра HI. А с другой стороны, — использование для сервисного планирования оценок 
параметра HI обосновано сравнительно невысокой скоростью развития процессов деградации реального 
оборудования. В этом случае для формирования сервисного плана достаточно определить текущий статус 
параметра HI, который с высокой вероятностью останется неизменным на протяжении интервала времени, 
которое потребуется для проведения сервисного обслуживания. В настоящей работе предложен новый не-
параметрический DDM-метод идентификации текущего значения параметра HI, имеющего вид ступенчатой 
функции, который не нуждается ни в априорной информации о принципах функционирования обслужива-
емого оборудования, ни в информации о принципах функционирования сенсорной сети, которая использу-
ется для контроля физических параметров оборудования. Таким образом, предложенный подход, с одной 
стороны, является типичным представителем DDM для идентификации HI, а с другой, — представляет 
собой простое, удобное и понятное сервисным инженерам средство для формирования сервисных планов. 

Необходимые понятия и определения

В данном разделе будут введены понятия и определения, необходимые для формализации постановки 
задачи и описания предложенного метода ее решения. Необходимость данного раздела обусловлена еще и 
тем, что в русскоязычном сегменте научной периодики еще не вполне устоялись базовые термины, понятия 
и определения, необходимые для анализа систем превентивного и прогнозного сервисного обслуживания. 

Определение HI ступенчатого типа в системах сервисного обслуживания. Рассмотрим ситуацию, 
когда необходимо построить план сервисного обслуживания для некоторого парка однотипного оборудо-
вания типа β, основываясь на динамическом оценивании параметра RUL для каждой единицы этого парка. 
Условимся называть такой парк оборудования β-парком оборудования или β-ПО. Сервисное обслуживание 
основано на допущении того, что число возможных состояний обслуживаемого оборудования — конечно. 
Состояние оборудование оценивается с точностью до некоего статусного параметра, определяющего его 
техническое состояние. В специальной литературе устоялось название этого параметра: HI. Традиционно 
рассматриваются различные типы представления HI, однако в большинстве практических систем сервис-
ного обслуживания достаточно рассматривать HI в виде некой ступенчатой функции. Число значений этой 
функции — сравнительно невелико, редко превосходит величину 6, а в подавляющем числе случаев равно 
трем. В настоящей работе HI будет рассматриваться исключительно в форме ступенчатой функции, способ 
определения которой будет описан далее. 

Пусть каждая единица обслуживаемого оборудования dj ∈ Dβ , j = 1,…m оснащена сенсорной сетью, 
состоящей из w сенсоров si

(j), i = 1,…w в общем случае различной физической природы, размещенных как на 
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поверхности оборудования, так и в его объеме однотипно (в точках с одинаковыми относительными коорди-
натами) для каждого dj ∈ Dβ. Здесь Dβ — конечное множество, состоящее из m единиц оборудования типа β. 

Выход каждого сенсора si
(j), в момент времени t, представляет собой некоторую величину ri

(j,β)(t) ∈ R1. 
Здесь R1 — множество действительных чисел. Итак, в момент t, HI единицы оборудования dj типа β в общем 
случае зависит от некоторого набора объективных, наблюдаемых с использованием сенсорной сети, мно-
жеств скалярных параметров Ri

(j,β) = {ri
(j,β)(t)|i = 1,...w}. Здесь Rt

(j,β) — обозначение множества скалярных 
параметров, которое зависит от момента времени t, индекса сенсора j и типа оборудования β.  Значения па-
раметров ri

(j,β)(t) в свою очередь обусловлены влиянием множества ненаблюдаемых факторов, которые носят 
как случайный, так и системный характер. Например, они зависят от функционального и климатического 
режимов эксплуатации оборудования, а также от качества материалов, из которых изготовлен конкретный 
образец оборудования. В процессе эксплуатации единицы оборудования dj величины компонентов набора 
наблюдаемых параметров ri

(j,β) — девиируют во времени, что обусловлено как постепенной деградацией 
единицы оборудования dj, так и влиянием случайных факторов. Можно представить этот процесс в виде 
простой модели:

 ri
(j,β)(tn+1) = ri

(j,β)(tn) + Δβ,i(φtn+1) + ξi
(j,β)(tn+1), n = 1,2,... . (1)

Здесь Δβ,i(φt) — априорно неизвестная, системная, неслучайная часть приращения, обусловленная 
постепенным износом оборудования и зависящая от ненаблюдаемой функции износа, φt, ξi

(j,β)(t) — случай-
ная часть приращения, которая зависит от группы параметров, определяющих режим эксплуатации обору-
дования, часть из которых носит ярко выраженный случайный характер. Для простоты условимся считать, 
что ∀i,j,t:Eξi

(j,β)(t) = 0. Здесь символ E обозначает операцию математического ожидания. Таким образом, для 
единицы оборудования dj можно записать HI в следующем виде: HI(Rt

(j,β)) ≡ HIt,j,β. Из (1) легко видеть, что: 

 
( ,β) (β)

1 β, ,, , , : ( ) ( ) ρ .
k

j n
ki n i t n ii j t n r t �� � � � �	E

Обозначим: 
 
 �(β) (β)

,ρ | 1,... .t n iR i w� �   (2)

(β)
tR  представляет собой набор данных от сенсоров с индексами i = 1,...,w, наблюдаемый в момент 

времени t и усредненный по всем возможным единицам оборудования типа β, которые тестируются на 
устойчивость к неисправности типа λ. Производитель оборудования в процессе его разработки и тестирова-
ния создает корпус из b единиц оборудования типа β, который тестируется на устойчивость к неисправности 
типа λ. В этом случае величины (β)

,ρn i  могут быть заменены их статистическими оценками по этому корпусу, 
а выражение (2) может быть переписано в следующем, приближенном, виде:

  
 �(β) ( ,β)
1 ( ) / | 1,... .jb

jt iR r t b i w�� �	   (3)

(β)
tR  характеризует HI в момент времени t. В общем случае в (3), вместо операции усреднения, могут 

быть использованы иные статистики, проецирующие множества ( ,β)j
tR , j = 1,...,b на R1. 

В результате статистического исследования производителем выясняется средняя наработка до от-
каза по неисправности данного типа, которую обозначим символом tβ(λ). В этом случае интервал [0, tβ(λ)] 
называется средним временем жизни оборудования типа β по отношению к неисправности типа λ. Далее 
экспертными методами интервал [0, tβ(λ)] разбивается на g непересекающихся субинтервалов следующим 
образом:

 
(λ,β) (λ,β) (λ,β)1

1 1 1β β 1 β β[ (λ) , (λ) ], 0, (λ), [0, (λ)],p p g
k k k k kp k k k p pI t a t a a a t I t I�

� � �� � � � � � � 
	 	 	 .

Здесь p — количество субинтервалов, ak — ширина k-того субинтервала, измеряемая в числе циклов 
измерения. Будем обозначать эту величину следующим образом: (λ,β)| |kI , т. е. (λ ,β)| |k ka I� . Число субинтерва-
лов g и принцип разбиения зависит от множества факторов, но основная цель разбиения такова: выделить 
субинтервалы, которые значимо для сервисного обслуживания идентифицируют степень деградации обору-
дования. Каждый из этих субинтервалов, очевидно, соответствует фиксированному значению (ступени) па-
раметра HI, имеющего вид ступенчатой функции со значениями из множества H = {h1,...,hg} ⊆ R1. Каждому 
значению hp ∈ H ступенчатой функции HI, согласно экспертному решению производителя, предписывается 
соответствующая группа сервисных операций, предназначенных продлить срок эксплуатации оборудова-
ния, находящегося в техническом состоянии, которое приблизительно характеризуется соответствующим 
значением HI. Как правило, субинтервал Ig

(λ,β) — всегда соответствует нормальному режиму работы обо-
рудования (HI = hg), а субинтервал I1

(λ,β) — всегда соответствует предотказному режиму (HI = h1). Исходя 
из логики построения сервисных систем, субинтервал I1

(λ,β) соответствует аварийной ситуации тогда, когда 
до полного отказа данной единицы оборудования остались считанные циклы его функционирования: необ-
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ходимо немедленное вмешательство в форме акции сервисного обслуживания. Каждому интервалу Ip
(λ,β) 

соответствует множество объективных характеристик

 (λ,β)| |k ka I� 
 �(β) (β) (λ,β)( ) | .t pR p R t I� �   (4)

Согласно (1), на любом непустом интервале времени параметры ri
(j,β)(t) в среднем — девиируют, по-

этому на интервале Ip
(λ,β) девиируют и элементы множества R(β)(p). Фактически, множество R(β)(p) является 

набором объективных характеристик HI на интервале Ip
(λ,β), усредненных по всему множеству возможных 

единиц оборудования типа β. Для параметра HI, в форме функции ступенчатого вида, который определен 
для некой обобщенной (усредненной) единицы оборудования типа β, имеем: 

  
(λ,β) (β)

1 : ( ( ( )) ),g
p p t p pt I HI R p h h H�� � � � � .

Функция HIt(·) — неизвестна. В общем случае считается, что параметр HI, в процессе деградации 
оборудования, не должен достигать значения h1, которое соответствует интервалу I1

(λ,β), так как в этом случае 
высок риск выхода из строя по неисправности типа λ. 

Пусть To = t1(o),t2(o),t3(o),...,tβ(λ) — конечная последовательность строго возрастающих моментов вре-
мени получения данных от сенсорной сети, размещенной на обобщенной единице оборудования типа β. 
Данные, поступившие от сенсорной сети обобщенной единицы оборудования и соответствующие множеству 
моментов измерения из To, представляют собой кортеж � �β

1 2

( ,β) (β) (β) (β)
( ) ( ) (λ)( ) , ,...,o

o o o tt t
T R R R�r , который будем называть 

траекторией измерений группы сенсоров для обобщенной единицы оборудования или o-траекторией. 
Трендом деградации оборудования назовем следующую последовательность:

 � �
1 1 2 2

( ,β) (β) (β) (β)
( ) ( ) ( ) ( ) (λ) (λ)β β

( ) ( ), ( ),..., ( ) .o
o o o o o t tt t t t

T HI R HI R HI R�HI

Тренд деградации HI(o,β)(To) характеризует динамику деградации усредненной единицы оборудо-
вания типа β для HI в виде ступенчатой функции. Каждая ступень HI четко соответствует определенному 
субинтервалу Ip

(λ,β). Динамика деградации конкретной единицы оборудования dj в силу множества причин, 
которые формально отражены в (1), имеет случайный характер и поэтому может существенно отличаться 
от тренда деградации, который, по определению, — детерминирован. 

Особенности построения сервисного плана при использовании HI ступенчатого типа. В (4) 
множество R(β)(p) для субинтервала Ip

(λ,β) определено для обобщенной единицы оборудования путем усред-
нения характеристик Rt

(j,β) по всему множеству возможных единиц dj оборудования типа β. Понятие R(β)(p) 
в большей части — теоретический концепт, который необходим для определения базовых представлений о 
способе формирования ступенчатого показатели HI и тренде деградации оборудования типа β. В реальной 
практике сервисного обслуживания приходится работать с множествами 
 �( ,β) ( ,β) (λ,β)( ) |j j

t t pR p R t I� � , которые 
определены для конкретных единиц оборудования dj.

Процесс построения сервисного плана для каждой единицы оборудования из β-ПО, обычно состоит 
из двух фаз. На первой, основываясь на уже пршедшем наблюдение корпусе объективных данных, посту-
пивших от сенсорной сети, для каждой единицы оборудования производится оценка HI. На следующей фазе 
множество единиц оборудования β-ПО разбивается на подмножества, каждое из которых содержит единицы 
оборудования с одним и тем же значением параметра hp ∈ H. Условимся называть эти подмножества hp-бло-
ками. Далее, каждой единице оборудования из соответствующего hp-блока назначается одна и та же группа 
сервисных операций, которые включаются в общий план сервисного обслуживания, предназначенные для 
того, чтобы увеличить параметр RUL для каждой единицы hp-блока. 

Важный нюанс состоит в том, что для реализации сервисного обслуживания необходимо знать не 
только текущую оценку параметра HI, но и интервал времени, в течение которого значение этого параметра 
будет актуально. Действительно, теоретически можно предположить ситуацию, когда для некоторых dj и p, 

1 1

( ,β) ( ,β)( ( )) ( ( ))
k k k k

j j
t t t tHI R p HI R p

� �
�  для смежных моментов времени контроля tk и tk+1, т. е. параметр HI оказался 

на границе двух субинтервалов Ip
(λ,β), Ip+1

(λ,β). Назовем эту ситуацию проблемой перехода. Для того чтобы 
идентифицировать проблему перехода, в системах со ступенчатыми HI в теории может быть использована 
оценка параметра RUL, каким-либо образом определенная для каждой единицы оборудования из β-ПО. 
При этом считается [3], что параметр RUL должен быть оценен с максимально высокой точностью, так 
как высокая точность оценивания RUL позволит надежно определить: какому именно субинтервалу Ip

(λ,β) в 
рамках развития тренда деградации единицы dj, в действительности, соответствует параметр HI. Однако для 
довольно обширного класса реальных систем сервисного обслуживания высокая точность оценки величины 
RUL является избыточным требованием. В этих системах, в особенности на субинтервале I2

(λ,β), который 
непосредственно предшествует предотказному субинтервалу I1

(λ,β), процессы деградации развиваются 
достаточно плавно. Для систем данного класса интервал времени Δt, в течение которого должна быть реа-
лизована группа сервисных операций для конкретной единицы оборудования согласно сервисному плану, 
существенно меньше величины (tk+1 – tk) интервала, по истечении которого будет сформирована очередная 
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оценка 
1 1

( ,β)( ( ))
k k

j
t tHI R p

� �
 , т. е. Δt ≪ (tk+1 – tk). Таким образом, для систем такого класса группа операций 

сервисного обслуживания будет завершена прежде, чем параметр HI для единицы dj успеет деградировать 
до следующей ступени, которая в общем случае будет требовать выполнения другой группы сервисных 
операций. Таким образом, в рассматриваемых условиях проблема перехода неактуальна. Следовательно, 
использование высокоточной оценки RUL не имеет практического смысла. При этом оценка RUL может 
оказаться вполне полезной для оценивания текущего статуса HI, а также для ранжирования сервисных 
операций внутри hp-блока. Важно отметить, что правильно сконфигурированная система сервисного об-
служивания должна обладать настолько развитой базой сервисных ресурсов, чтобы обеспечивать сервисное 
обслуживание на субинтервале I2

(λ,β), не допуская проведения сервисных работ в течение субинтервала I1
(λ,β).

В реальных системах сервисного обслуживания отсутствует практическая необходимость рассматри-
вать более чем три значения параметра HI: H = {hA,hW,hN} ⊆ R1. Здесь переобозначено: 

— hA ≡ h1: «Alarm» — необходимо незамедлительное сервисное обслуживание, субинтервал 
I1

(λ,β) ≡ IA
(λ,β);

— hW ≡ h2: «Warning» — приближение к предотказному состоянию, данной единице оборудования 
настоятельно рекомендовано сервисное обслуживание, субинтервал I2

(λ,β) ≡ IW
(λ,β) (это основной интервал 

для проведения сервисного обслуживания: планирование необходимо провести таким образом, чтобы все 
сервисные операции были выполнены в течение интервала IW

(λ,β), в крайнем случае часть операций можно 
завершить в течение IA

(λ,β) , но этого следует избегать). 
— hN ≡ h3: «Norma» — нормальное состояние оборудования, сервисное обслуживание не требуется, 

субинтервал I3
(λ,β) ≡ IN

(λ,β). 

Постановка задачи

Пусть Tj = t1(j),t2(j),t3(j),...,t|Tj|
(j) — конечная последовательность строго возрастающих моментов 

времени получения данных от сенсорной сети {si
(j)|i = 1,...,w}, размещенной на экземпляре оборудования 

dj ∈ Dβ, |Tj|, — число моментов времени (элементов) в последовательности Tj. Элемент последовательности  
Tj с индексом i будем обозначать εi(Tj). Таким образом, данные, поступившие от датчика si

(j) для множества 
моментов измерения из Tj, представляют собой кортеж � �( ,β) ( ,β) ( ) ( ,β) ( ) ( ,β) ( ) ( ,β) ( )

1 2 3 | |( ) ( ), ( ), ( ),... ( )
j

j j j j j j j j j
i j i i i i TT r t r t r t r t�r

, который будем называть траекторией i-того сенсора для j-того экземпляра оборудования dj ∈ Dβ или 
(i, j)-траекторией. Длиной траектории r(T) называется число компонентов кортежа символом |r(T)|. 

Рассмотрим конечное множество Dβ
(L) ⊆ Dβ, состоящее из q единиц оборудования типа β. Dβ/

Dβ
(L) ≠ ∅. Условимся называть Dβ

(L) множеством единиц оборудования типа β, которое используется для 
обучения системы. Исходно задано обучающее множество:

 
 �( ) ( ,β) ( )
β β(λ | ( )) ( ) | :, 1,,1 ,L j L

L i j j jR D j d i wT Dq� � �� �� �T r .

состоящее из прошедших наблюдение траекторий, каждая из которых заканчивается выходом из строя 
соответствующего экземпляра оборудования dj ∈ Dβ

(L) по одному и тому же типу неисправности с кодом λ 
или λ-завершенными траекториями. Другими словами, в моменты времени t|Tj|

(j) оборудование dj ∈ Dβ
(L) вы-

ходит из строя по одной и той же причине, которая имеет код λ. Множество T(Dβ
(L) = {Tj|j = 1,...,m,dj ∈ Dβ

(L)} 
состоит из последовательностей Tj, соответствующих каждой единице оборудования dj ∈ Dβ

(L). Данные 
измерений от отдельных сенсоров могут поступать несинхронно, в различном темпе (интервалы съема 
данных могут существенно различаться по величине). Обозначим символом (β) ( )jfail dt   момент выхода едини-
цы оборудования dj ∈ Dβ

(L) из строя. По определению множества RL(λ|T(Dβ
(L)), ( ) (β) ( )

β | |( ) : ( )
j

L j
j fail j TT D t d t� � �T . 

В соответствии с ранее сделанными предположениями, для интервала (β)[0, ]( )jfail dt   определены 
субинтервалы IA

(λ,β), IW
(λ,β), и IN

(λ,β), IA
(λ,β)⋃Iw

(λ,β) ⋃IN
(λ,β) = [0,tfail(dj)], IA

(λ,β)I IW
(λ,β)I IN

(λ,β) = ∅. 
Обозначим I = {IN

(λ,β),IW
(λ,β),IA

(λ,β),} — множество субинтервалов, а Index(I) – множество индексов 
множества I, в качестве которых используются соответствующие значения параметра HI. То есть Index(I) = 
{hA,hW,hN} ⊆ R1. В процессе функционирования оборудования типа β наблюдается множество:

 RT(λ|T(Dβ
(T))) = {ri

(j,β)(Tj)|j = 1,...,p, ∀j:dj ∈ Dβ
(T), i = 1,...,w}.

Здесь Dβ
(T) ⊆ Dβ, Dβ

(T)∩IDβ
(T) = ∅, | Dβ

(T)| = p. Назовем подпоследовательностью Tj* последователь-
ности Tj произвольную непустую последовательность смежных элементов из последовательности Tj такую, 
что |Tj*| ≤ |Tj |, t|Tj*|

(j) ≤ t|Tj|
(j). Если Tj* есть подпоследовательность Tj, то будем обозначать это так: Tj* ← Tj. 

Максимально близким для момента времени t снизу назовем такой εt(Tj), εt(Tj) ≤ t, что ∀i!∃i:(εt(Tj) > εt(Tj)). 
Для некоторого момента t, подпоследовательность Tj* ← Tj такая, что t|Tj*|

(j) = εt(Tj*) будет обозначаться 
Tj*(t). Обозначим: <a>k — k-той компонента кортежа а. Если b является субкортежем кортежа a, то будем 
писать: b ⊆ a. Если Tj* ← Tj, то ri

(j,β)(Tj*(t)) ⊆ ri
(j,β)(Tj)) называется субтраекторией траектории ri

(j,β)(Tj). 
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Для момента времени t, dj ∈ Dβ
(T), 1 ≤ j ≤ p рассмотрим такое множество наблюдений Rj(λ|t,T(Dβ

(T))), 
что 

 Rj(λ|t,T(Dβ
(T)) = {ri

(j,β)(Tj*(t))|Tj*(t) ← Tj, i = 1,...,w}.

Пусть ts — момент принятия классификационного решения, тогда множество наблюдений 
Rj(λ|t,T(Dβ

(T)) определяет набор данных, который будет наблюден для dj ∈ Dβ
(T) до момента времени. 

Необходимо на основании данных RL
(λ,β) ≡ RL(λ|T(Dβ

(L))), для оборудования типа β и неисправности 
типа λ, синтезировать классификатор Cλ,β(rj|RL

(λ,β)), rj = Rj(λ|ts,T(Dβ
(T))), состояния произвольной единицы 

оборудования dj ∈ Dβ
(T), который, момент времени принятия классификационного решения ts для конкретной 

единицы оборудования dj ∈ Dβ
(T) отображает множество Rj(λ|ts,T(Dβ

(T)) на множество Index(I): 

 
(λ,β)

( ) λ ,β
β

( | )
R (λ | , ( )) ( )T j L

j S
С R

t D Index�������
r

T I .

То есть (λ,β)
1 λ,β: ( | ) , ( ).p

j j LС R k k Index�� � �r I   

Алгоритм классификации состояния оборудования

Решение рассматривается в виде ансамбля из двух классификаторов. Один из которых представляет 
собой обычный классификатор, отображающий Rj(λ|ts,T(Dβ

(T))) на Index(I) и построен на базе традицион-
ной методологии (формирование пространства признаков, формирование обучающих выборок по каждому 
классу, обучение). Второй основан на использовании точечного оценивания величины RUL по непараме-
трической регрессионной схеме, с дальнейшей идентификацией субинтервала из множества I, которому 
принадлежит точечная оценка RUL. Интегральное классификационное решение выносится с использованием 
взвешенного оптимальным образом правила, которое будет подробно описано ниже. Для удобства записи 
определим для ri

(j,β)(t) функцию Q такую, что Q(ri
(j,β)(t)) = t. 

Рассмотрим субкортеж ri
(j,β)Ip

(λ,β) = ri
(j,β)(t1

(j,β), ri
(j,β)t2

(j,p)),...); ri
(j,β)Ip

(λ,β) ⊆ ri
(j,β)(Tj), ri

(j,β)(Tj) ∈ 
∈ RL(λ|T(Dβ

(L))). Cубкортеж ri
(j,β)Ip

(λ,β) будем называть субтраекторией λ-завершенной траектории ri
(j,β)

(Tj). Каждую λ-завершенную траекторию из RL(λ|T(Dβ
(L))) разбиваем на субтраектории ri

(j,β)Ip
(λ,β) так, что: 

∀i,j, Ip
(λ,β) ∈ I:ri

(j,β)(Ip
(λ,β)):(∀k:Q(< ri

(j,β)Ip
(λ,β)) > k) ∈ Ip

(λ,β). Таким образом, все компоненты субтраектории 
ri

(j,β)Ip
(λ,β) соответствуют субинтервалу Ip

(λ,β). Будем называть эти субтраектории hp — траекториями, где 
hp — соответствующий множеству Ip

(λ,β) индекс из множества Index(I). 
Согласно условиям постановки задачи, размеченная база данных имеет следующий вид: 

 � � � � � �
 �( ,β) (λ,β) ( ,β) (λ,β) ( ,β) (λ,β)r ( ), , r ( ), , r ( ), | 1,..., ; 1,...,j j j
L i A A i W W i N NU I h I h I h i w j q� � � . (5) 

Рассмотрим следующую последовательность задач бинарной классификации:
— Задача 1: для единицы оборудования dj, по наблюдениям Rj(λ|ts,T(Dβ

(T))) определить: HI = hA или 
HI ≠ hA? При этом классы определены следующим образом:

— /1/-класс, название: HIA: � �
 �( ,β) (λ,β)[ ]: r ( ),1 | ,j A
A i A LHI h I i j U� �  ;

— /–1/-класс, название: HI¬A: � � � �
 �( ,β) (λ,β) ( ,β) (λ,β)[ ]: r ( ), 1 r ( ), 1 | ,j j A
A i W i N LHI h I I i j U�� � � �  . 

Задача 2: для единицы оборудования dj, по наблюдениям Rj(λ|ts,T(Dβ
(T))) определить: HI = hW или 

HI ≠ hW? При этом классы определены следующим образом:
— /1/-класс, название: HIW: � �
 �( ,β) (λ,β)[ ]: r ( ),1 | ,j W

W i W LHI h I i j U� � ; 
— /–1/-класс, название: HI¬W: � � � �
 �( ,β) (λ,β) ( ,β) (λ,β)[ ]: r ( ), 1 r ( ), 1 | ,j j W

W i A i N LHI h I I i j U�� � � � .
Задача 3: для единицы оборудования dj, по наблюдениям Rj(λ|ts,T(Dβ

(T))) определить: HI = hN или 
HI ≠ hN? При этом классы определены следующим образом:

— /1/-класс, название: HIN: � �
 �( ,β) (λ,β)[ ]: r ( ),1 | ,j N
N i N LHI h I i j U� � ; 

— /–1/-класс, название: HI¬N: � � � �
 �( ,β) (λ,β) ( ,β) (λ,β)[ ]: r ( ), 1 r ( ), 1 | ,j j N
N i A i W LHI h I I i j U�� � � � .

Обозначим: (λ,β) (λ ,β) (λ ,β)
1 { , }А N WI I I�I , (λ,β) (λ,β) (λ,β)

2 { , }W N AI I I�I , (λ,β) (λ ,β) (λ ,β)
3 { , }N A WI I I�I .

Здесь и далее будет использоваться сокращение: rj = Rj(λ|ts,T(Dβ
(T))). Рассмотрим три бинарных 

классификатора Bl(rj|RL
(λ,β)), l = 1,2,3, такие, что: 

 
(λ,β)( | )

, : ( ).l j L
j l

B R
l j Index� �������

r
r I

Для повышения эффективности классификации, вместо величин rj, используется набор значений 
некоторых скалярных функций, вычисленных на rj. Эти функции принято называть признаками (feature). 
Исследования показали высокую эффективность признаков, в основе которых лежат различные варианты 
функции скользящего среднего, рассчитанного по длине «окна» N, а также функции, которые характери-
зуют дисперсионные характеристики этих величин. Будем обозначать этот набор следующим образом: 
F[rj], F[·] ⊆ Rm. Соответственно, бинарные классификаторы будем записывать в виде Bl(F[rj]|RL

(λ,β)) и 
(λ,β)( [ ]| )

, : [ ] ( ).l j L
j l

B F R
l j F Index� ��������

r
r I  Для каждого классификатора из множества B = {Bl(F[rj]|RL

(λ,β)), 

ИДЕНТИФИКАЦИЯ СТАДИИ ДЕГРАДАЦИИ ОБОРУДОВАНИЯ...
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l = 1,2,3} определена функция надежности классификации μ, которая характеризует достоверности принятия 
классификационного решения. Например, если классификатор C(x) принимает решение о том, что образец 
прошедших наблюдение данных x соответствует классу 1 с надежностью 0,2, а классу –1 с надежностью 
0,8, это записывается следующим образом: μ(C(x) =1) = 0,2, μ(C(x) = –1) = 0,8. Часто эту функцию, порой, 
называют вероятностью принадлежности классифицируемого объекта к определенному классу, хотя функ-
ция μ не имеет прямого отношения к вероятностной мере в ее «частотной» интерпретации. Тем не менее, 
формально функция μ обладает основными свойствами функции вероятности и широко используется в ML 
для оценивания достоверности классификационного решения. Принципы определения функции μ отличны 
для различных методов классификации, но описание этих принципов выходит за рамки настоящей статьи. 
Для бинарных классификаторов из множества B можно записать:

 � �(λ,β) (λ,β): μ( ( [ ] | ) ) 1,μ( ( [ ] | ) [0,1] .( )j l l j L l j Ll
B F R k B F Rk Index� � � � �	 �r r rI  

Обозначим:

 � �� �* (λ,β)( [ ]) μ ( [ ] | )j l j L
l

l F Arg Sup B F R k� �r r ,

 (λ,β), ( ) ( ) : ( ) ( [ ] | ).pj p l j Lk l Index k l B F R� � �r I r

Классификационное решение для группы классификаторов из множества B рассматривается в виде простой 
функции k(l*(F[rj])). В данном случае, каждый бинарный классификатор множества B обучается на соответ-
ствующих множествах F[UL

A]UF[UL
¬A], F[UL

W]UF[UL
¬W] и F[UL

N]UF[UL
¬N]. Здесь символом F[U] обозна-

чено множество, в котором, вместо величины ri
(j,β)Ip

(λ,β) ⊆ ri
(j,β)(Tj) использован вектор признаков F[ri

(j,β)]. 
С целью повышения обобщающей способности обучение каждого классификатора из B должно 

производиться в рамках концепции скользящего подхода (Cross-Validation) [18] в варианте контроля по 
отдельным объектам (leave-one-out CV или LOO CV). В качестве алгоритмов бинарной классификации клас-
сификатора могут рассматриваться различные методы, в том числе SVM, XGBoost [19], Gradient-Boosting 
[20], а также нейронные сети различных топологий. Классификационное решение k(l*(F[rj])), теоретически, 
позволяет определить текущее значение HI для единицы оборудования типа β при анализе на неисправность 
типа λ. С целью повышения надежности классификационного решения общий алгоритм его принятия был 
усложнен. В дополнение к методу k(l*(F[rj])), предлагается рассматривать метод непосредственного оце-
нивания RUL на базе непараметрического регрессионного анализа, при этом регрессия строится по данным 
RL(λ|T(Dβ

(L))). Использование непараметрического регрессионного анализа обусловлено тем, что для раз-
личных типов оборудования, число которых может быть весьма значительным, разработка параметрических 
моделей не представляется разумной стратегией. Поэтому непараметрический регрессионный анализ, кото-
рый исходит из минимальных предположений о типе восстанавливаемой регрессионной зависимости для 
величины RUL, представляется наиболее целесообразным с практической точки зрения. Как указывалось 
ранее, в рамках предложенного подхода, восстанавливается регрессионная зависимость величины RUL от rj 
с дальнейшей идентификацией конкретного субинтервала из множества I, которому принадлежит точечная 
оценка RUL. Регрессионная функция обучается на данных RL(λ|T(Dβ

(L))). Таким образом, восстанавливается 
функция RUL(rj), а дальнейшее решение принимается согласно следующей импликации: 

 � �(λ,β) (λ,β): ( ) ( , ( )).p j p p pI RUL I HI h h Index� � � � � �I r I

Для удобства будем записывать это решение в следующем виде:

 
( )

: ( ).RUL j
j

С
j Index� ������

r
r I

Для повышения эффективности восстановления функции RUL(rj) используются специальные методы 
сглаживания данных {rj}. Для сглаживания могут быть использованы различные варианты фильтра Калмана, 
методов скользящего среднего и kernel smoothers [21]. Будем обозначать функцию сглаживания данных rj 
символом S[rj]. В этом случае можно записать:

 
( [ ])

: [ ] ( ).RUL j
j

С S
j S Index� �������

r
r I

Исследовалось несколько методов непараметрического регрессионного анализа для восстановления 
функции CRUL(·). Наилучшие результаты показали методы SVR (Support Vector Regression) [22] и GBR 
(Gradient Boosting Regression) [23], которые обеспечили вполне сравнимое качество восстановления регрес-
сионной зависимости CRUL(·) по данным RL(λ|T(Dβ

(L))), состоящим из λ-завершенных траекторий. 
Пусть классификаторы CRUL(S[rj]) и k(l*(F[rj])) на наборе данных F[rj] выдают следующие резуль-

таты: CRUL(S[rj]) = i и k(l*(F[rj])) = j. В общем случае i ≠ j. Символами eRUL{i} и ek(l*){j} соответственно 
обозначим средние тотальные ошибки классификации на классах i и j для классификаторов CRUL(·) и k(l*(·)). 

А.В. Тимофеев, В.М. Денисов
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Оценки eRUL{i} и ek(l*){j} получены при тестировании классификаторов CRUL(S[rj]) и k(l*) на множестве UL 
из (5). Результирующее решение рассмотрим в следующем виде:

 

*

*
*( )*

( [ ]) ( ( [ ]))                                                                                  

{ ( [ ])} { ( ( [ ]))} ( [( )
( [ ]) ( ( [ ]))

RUL j j

RUL RUL j j RUL jk lj
RUL j j

C S k l F l l

e C S e k l F C Sp
C S k l F

� � �� �� �
� �� �� � �� �� �� �

r r

r r rr
r r

* *
*( )

]) ,

{ ( [ ])} { ( ( [ ]))} ( ( [ ]))RUL RUL j j jk l
e C S e k l F k l F

�
!
! �
" !

"! � �# �!! $� �$
r r r

  (6)

p(rj) ∈ Index(I). Нетрудно видеть, что структура решения (6) вполне соответствует структуре интегрального 
решения, которое исследовалось в работе [24]. Поэтому можно утверждать, что решение (6), согласно тео-
реме 1 [25], обеспечивает минимум средней классификационной ошибки для экспоненциальной функции 
потерь. 

Результаты тестирования метода на C-MAPPS Dataset

Предложенный подход был подвернут тестированию на широко известной базе данных C-MAPPS 
Dataset (NASA) [25], которая была представлена в [26] и содержит информацию об отказах турбовенти-
ляторных двигателей, смоделированных с использованием термодинамической имитационной модели. 
Использованная имитационная модель имеет корректное физико-статистическое основание и признана 
научным сообществом адекватной. Набор данных C-MAPPS Dataset традиционно используется в качестве 
тестовой базы для сравнения различных систем ML PdM. Например, результаты такого тестирования от-
ражены в работах [27–31], а также во множестве других. Модель, которая легла в основу генерации набора 
C-MAPPS Dataset, имеет 34 параметра. Различные комбинации значений этих параметров позволили ее 
авторам моделировать последствия отказов и типовых деградаций основных вращающихся компонентов 
турбовентиляторных двигателей в виде реакции моделируемой системы (для различных технических 
режимов и условий эксплуатации). Предполагается, что данные, составляющие набор C-MAPPS Dataset, 
представляют собой последовательность измерений состояния группы однотипных турбовентиляторных 
двигателей. Данные измерения получены от сенсорной сети {si

(j)|i = 1,...,w}, которая однотипно размещена 
на поверхностях группы этих двигателей. Набор C-MAPPS Dataset состоит из четырех блоков (FD001, 
FD002, FD003, FD004), которые отличаются друг от друга конфигурацией деградационных режимов и 
типами моделируемых неисправностей. В исследованиях использовался блок FD001, который имеет сле-
дующие характеристики: моделируется одна причина деградации λ, а именно: выход из строя компрессора 
высокого давления; мощность сенсорной сети w = 26; мощность множества двигателей Dβ типа β равняется 
100 как для обучающего набора (train_FD001.txt), так и для набора, предназначенного для тестирования 
(test_FD001.txt). В обучающем наборе длительность каждой λ-завершенной траектории всегда превосходит 
величину 100, но различна для каждой единицы оборудования (иногда в разы). Длительность тестирующих 
траекторий также довольно различна и также превосходит величину 100. Интервалы, определяющие дли-
тельности ступеней параметра HI, были определены следующим образом: IA

(λ,β) = [0,25], IW
(λ,β) = [25,125] и 

IN
(λ,β) = [125,∞] (аналогичная структура разбиения была предложена в [32]). 

Целью тестирования является следующая задача: для каждой траектории ri
(j,β)(Tj)) из тестового 

набора test_FD001.txt необходимо оценить значение параметра HI единицы оборудования j, соответствую-
щее моменту времени t|Tj|

(j) завершения j-той траектории, и сравнить полученное значение параметра HI с 
его истинным значением, которое содержится в проверочном наборе RUL_FD001.txt. Для моделирования 
использовалась среда Python 3.7, в том числе базовые пакеты scipy и pandas, а также пакет поддержки 
методов машинного обучения sklearn. Исходя из выбранного разбиения IA

(λ,β), IW
(λ,β), IN

(λ,β), на основании 
методики, изложенной в предыдущем разделе статьи, из набора RUL_FD001 формируется структуриро-
ванный обучающий набор UL. Исходные данные для восстановления регрессии CRUL(·), практически без 
модификации, представлены в том же наборе данных: RUL_FD001. Для сглаживания данных использовался 
метод kernel smoothers. Результаты сглаживания данных хорошо иллюстрируются рисунком. Здесь по оси 
абсцисс отложен параметр t — номер цикла измерения (измеряется в единицах, сокращение — ед.), по оси 
ординат — значение признака rj (безразмерная величина — бр.). 

Пространство признаков, которое исходно имело размерность 26, с использованием методов снижения 
размерности (метод «Minimum Redundancy Maximum Relevance»: mRmR [33]) было сжато до 12. Для вос-
становления регрессии CRUL(·) использовался метод SVR, а в качестве группы бинарных классификаторов 
B использовались XGBoost, обученные на соответствующих поднаборах из UL, в рамках концепта Cross-
Validation в варианте контроля по отдельным объектам (LOO CV). В соответствии с условиями постановки 
задачи система выдает решение в следующем виде: HI = h, h ∈ Index(I) = {hA, hW, hN}. В результате тести-
рования были получены следующие результаты:

 P(HI = hW|RUL ∈ IW
(λ,β)) = 0,99, P(HI = hA|RUL ∈ IA

(λ,β)) = 0,99, P(HI = hN|RUL ∈ IN
(λ,β)) = 0,98.
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Рисунок. Сглаженные и исходные данные от двух элементов (7 и 12) сенсорной сети

Полученный результат вполне адекватен для практического использования предложенного метода, 
так как система определяет текущее значение HI с высокой достоверностью, при этом особенно важно то, 
что для практически важного случая RUL ∈ IW

(λ,β) вероятность корректной оценки значения HI равняется 
0,99. Средняя по множеству Index(I) вероятность правильной классификации равна 0,98. Для сравнения 
рассмотрим работу [33], в которой также используется ступенчатая HI, но иная схема классификации (не 
ансамблевая, как в настоящей работе, а обычная, построенная на классификаторах типа деревья решений, 
метод ближайшего соседа, SVM и naive Bayes). Подход из работы [33] на том же тестовом блоке данных из 
C-MAPPS Dataset обеспечил величину средней по множеству Index(I) вероятности правильной классифи-
кации 0,78, а для случая RUL ∈ IW

(λ,β) вероятность корректной оценки значения HI равняется 0,7. 

Заключение

Результаты моделирования показывают, что предложенный метод идентификации стадии деградации 
оборудования в системах сервисного обслуживания превентивного типа, основанный на использовании 
ступенчатой функции «индекс здоровья» и взвешенной комбинации двух классификаторов различной 
структуры, показал обнадеживающие результаты при его тестировании на базе данных C-MAPPS Dataset. 
Надежность идентификации стадии деградации оборудования, оцененная в результате этого тестирования, 
превосходит известные методы идентификации. Предложенная методика проста в реализации, хорошо 
масштабируется и обеспечивает хорошо интерпретируемые результаты. 
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